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Abstract

무선 채널 정보는 데이터 전송의 효율성과 신뢰성을 높이는 데 결정적인 역할을 한다. 특히 채널의 동적인 

변화를 실시간으로 추적하는 것은 통신의 안정성과 성능을 최적화하기 위해 필수적이다. 기존 채널 추적 기법

은 적응 필터, 칼만 필터와 같은 수학적 모델에 기반하고 있으며, 이러한 기법은 정적이거나 예측 가능한 환경

에서 잘 작동한다. 그러나 복잡하고 빠르게 변하는 실시간 통신 환경에서는 이러한 기법이 정확도를 잃을 수 

있으며, 계산 복잡성과 지연 시간이 증가하는 한계점이 있다. 이러한 문제를 해결하기 위해 최근 다양한 AI 

기반 채널 추적 기법이 제안되었다. AI 기반 알고리즘은 무선 채널의 복잡한 동적 패턴을 신속하게 인식하고 

추적할 수 있다. 이를 통해, 빠르게 변하는 환경 조건에 적응하고, 추정 오차를 줄이며, 전반적인 성능을 향상

시킬 수 있다. 결론적으로, AI 기반 채널 추적은 무선 통신의 복잡하고 동적인 특성에 더 효과적으로 대응할 

수 있는 혁신적인 접근 방식을 제공한다. 

본 원고는 기존의 주요 채널 추정 기술들에 대해 정리하고, 기존 연구의 한계와 개선 방향을 고찰하며, 해당 

기술의 인공지능 도입에 관한 연구들을 소개한다.

I. 서 론

최근 무선 통신 기술의 빠른 발전으로 통신 네트워크가 더욱 복잡해지고 있다. 무선 통신 

시스템은 현대 사회의 많은 부분에서 필수적인 역할을 하고 있으며, 이러한 시스템의 성능

과 안정성은 채널 정보의 정확한 이해에 크게 의존한다. [그림 1]에서는 여러 안테나를 가
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진 하나의 기지국이 여러 사용자를 동시에 서비스 MU-MIMO(multiuser - multiple input 

multiple out)을 묘사하고 있으며, 이는 5G 통신에서 일반적인 네트워크 구조이다. 이 경

우 사용자와 기지국 간의 다중 채널을 동시에 추적하고 최적화하는 일이 통신의 품질 향상

을 위해 반드시 이루어져야 한다. 채널 정보는 무선 통신 경로의 다양한 속성과 환경적 요

인들을 포착하며, 이는 경로 손실, 다중 경로 페이딩, 그림자 페이딩 등 다양한 요인들에 

의해 변한다. 이러한 채널 정보는 송신기와 수신기가 어떻게 통신할지를 결정하는 데 사용

되며, 정확한 추적은 통신의 효율성과 신뢰성을 크게 향상시킬 수 있다 [1].

그림 1   다중 접속자가 존재하는 무선 통신 환경 예시

앞서 설명했듯이 채널 추적 기술은 무선 통신에서 중요한 역할을 수행하며, 신호 전송 경

로의 변화를 실시간으로 파악하고 대응되는데 사용된다. 현재 채널 상태를 정확하게 파악

하면 데이터 전송률과 전송 전력을 최적화할 수 있다. 채널 추적은 적절한 모델링과 예측

을 통해 이러한 최적화를 실현하며, 전체 네트워크 향상에 기여할 수 있다. 이동성이 높은 

사용자에게 연속적인 서비스를 제공하기 위해서는 핸드오프와 같은 절차가 필요하다. 채널 

추적은 이러한 절차를 더욱 원활하게 만들기 위해 사용될 수 있으며, 서비스 중단을 최소

화시킬 수 있다. 또한, MIMO 시스템과 빔 형성 기술은 무선 통신에서 신호 강도와 방향을 

제어한다. 채널 추정은 이러한 기술의 효과를 극대화하기 위해 신호 경로의 변화를 지속적

으로 감시하고 분석한다. 채널 추적을 통해 무선 채널의 특별한 특성을 활용하여 보안을 

강화할 수 있는 기술도 개발되고 있다. 채널 상태 정보를 인증 메커니즘의 일부로 사용하

여 보안을 높일 수 있다. 결론적으로, 채널 추적 기술은 무선 통신 시스템의 성능과 안정
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성, 효율성, 보안 등을 향상시키는 핵심 요소이다.

무선 통신에서 채널 추적 기술은 오랜 기간 연구되고 발전해 온 분야로, 여러 기술들이 

존재한다. 기존 방법으로는 적응 필터링(adaptive filtering)이 있으며, 이는 수신된 신호와 

추정된 신호 간의 오차를 최소화하기 위해 계수를 조정한다. 이 과정은 채널의 변화하는 

특성을 지속적으로 추적하는데 사용될 수 있다. 다른 기존 채널 추적 기술에는 칼만 필터

(Kalman filter)가 존재하며 상태 추적 문제에 대해 대표적으로 사용된다. 또한, 칼만 필터

를 비선형 시스템에 적용하기 위해 Extended 칼만 필터와 Unscented 칼만 필터를 활용한

다. 더 나아가 가우시안 분포를 가정하지 않는 비선형 시스템에서 샘플링 기반 파티클 필

터(particle filter)를 사용한다. 하지만 기존 칼만 필터 기반 알고리즘은 무선 통신 시스템

의 비선형성 및 복잡성에 따라 성능 및 추론 시간 저하의 문제 때문에, 복잡하고 빠르게 

변화하는 무선 통신 환경에서 한계를 드러내기도 한다 [2]. 이러한 배경 속에서, 인공지능

(AI) 기반 채널 추적 기법은 최근 주목받는 연구 분야로 부상하고 있다 [3]. 딥러닝(deep 

learning) 기반 학습 알고리즘을 활용한 새로운 접근법은 무선 채널의 복잡한 동적 특성을 

더 정확하고 신속하게 추적할 수 있는 가능성을 제시하고 있다. 일반적인 딥러닝 기반 대

용량 데이터에서 패턴을 학습하여, 전통적인 모델링 방식에서는 어려웠던 비선형 효과와 

예기치 못한 변화에 대한 대응이 가능하다. 이러한 AI 기반 접근법은 기존 알고리즘과 통

합될 수 있다. 이를 통해 여러 데이터 소스와 채널 추적 기법을 융합하여 모델 기반 딥러

닝(model-based deep learning)을 통해 더욱 강력한 추적 성능을 달성할 수 있다 [4]. 최

근 여러 형태의 딥러닝 기반 상태 추적 알고리즘들이 등장하고 있으며, 다양한 DNN (deep 

neural network) 구조를 사용하여 여러 시스템 환경에서 뛰어난 성능을 보인다. 게다가, 

최근 제안된 딥러닝 기반 칼만 필터 모델인 KalmanNet는 비선형 시스템에 대해 기존 대

비 정확한 실시간 추적을 제공하며, 시간에 따라 변하는 동적 시스템에 대해 강건한 모습

을 보여준다. 이를 채널 추적 시스템에 적용함으로써 기존 칼만 필터 기반 채널 추적 시스

템이 가지는 한계를 극복할 수 있다.

본문에서는 무선 통신 시스템에서 앞서 소개한 기존 채널 추정 기법들에 대한 소개와 한

계점을 살펴볼 예정이다. 그 후 AI 기반 채널 추정 기법들의 구조와 적용 분야에 대해 자

세히 살펴보고자 한다.
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Ⅱ. 기존 채널 추적 기법

1. 적응 필터(Adaptive filter)

적응 필터는 필터의 계수를 채널의 특성에 맞게 동적으로 조정하여 상태를 예측하는 알

고리즘이다. 이는 다양한 종류의 신호와 시스템에 적용 가능하며 비선형성에 상관없이 동

작할 수 있다. 따라서 적응 필터는 무선 채널에서의 변화를 실시간으로 추적하는데 사용될 

수 있으며, 노이즈 제거, 에코 제거, 시스템 식별 등에도 사용된다. 적응 필터링에서는 least 

mean squares(LMS), recursive least squares(RLS) 알고리즘 같은 방법들이 널리 사용되

며 특정 응용 분야에 맞게 최적화할 수 있다. 특히 적응 필터는 이름 그래도 자동으로 변

화하는 환경에 적응하는 능력이 있어, 동적 변화를 실시간으로 추적하고 보정하는데 매우 

효과적이다.

[그림 2]에 묘사되어 있듯이 적응 필터의 기본 원리는 응답과 에러 계산, 가중치 조정, 

연속적인 모니터링을 따른다. 이를 자세하게 설명하면, 원하는 응답 와 필터의 현재 출력 

 사이의 오차 를 계산한 뒤 해당 오차를 최소화하는 가중치를 적응 알고리즘으로 조정

한다. 이 과정에서 적응 알고리즘(adaptive algorithm)에는 다양한 알고리즘이 사용될 수 

있으며 앞서 언급한 LMS, RLS 등이 대표적으로 활용된다. 이후 시스템은 지속적으로 모니

터링되며, 필터의 계수는 필요한 경우 업데이트한다.

그림 2   적응 필터의 block diagram
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적응 필터는 빠르게 변화하는 채널 상태에 실시간으로 적응할 수 있으며, 채널 왜곡을 효

과적으로 보정 하면서 추적할 수 있다. 게다가, 다양한 적응 알고리즘을 선택할 수 있어 특

정 응용 분야나 요구 사항에 맞게 설계할 수 있다. 적응 필터는 추정 알고리즘으로써 강력

하지만 몇 가지 한계점을 가지고 있다 [5]. 첫 번째로는 필터가 완벽하게 수렴하지 않을 수 

있으며, 이로 인해 정상 상태에서도 작은 오차가 남아 있을 수 있다. 또한, 일부 적응 필터 

기반 알고리즘 경우 수렴 속도가 느릴 수 있으며, 최적의 성능을 달성하는데 많은 시간이 

필요할 수 있다.

2. 칼만 필터(Kalman filter)

무선 통신에서 채널은 시간과 공간에 따라 지속적으로 변한다. 이러한 변화는 다양한 요

인에 의해 발생하며, 대표적으로는 이동성, 다중 경로 전파, 그림자 효과 등이 있다. 이러

한 변화를 정확하게 추정하고 추적하는 것은 무선 통신의 품질과 성능을 크게 향상시킬 수 

있다. 칼만 필터는 이러한 복잡한 동적 채널 추적 문제에 효과적인 해결책을 제공할 수 있다.

그림 3   칼만 필터 동작 원리 

출처: Wikipedia

칼만 필터를 채널 추적에 적용하려면, 채널의 동적 특성을 수학적 모델로 표현해야 한다. 

채널의 상태는 선형 또는 비선형 방정식을 사용하여 모델링 될 수 있으며, 이를 통해 현재 

상태에서 다음 상태로의 전환을 설명한다. [그림 3]에서 볼 수 있듯이 칼만 필터는 크게 두 
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단계로 구성된다: 예측 단계(prediction step), 업데이트 단계(update step). 예측 단계에

서는 현재 상태의 시스템 모델을 사용하여 다음 상태를 예측한다. 그 후 업데이트 단계에

서 실제 측정값을 입력으로 받아 예측된 상태를 수정한다. 이때 예측값과 측정값은 칼만 

이득(Kalman gain)을 사용하여 최적의 비율로 다음 상태의 사후 추정(a posteriori) 확률

을 얻는다. 칼만 필터는 선형 동적 시스템에 대한 최적의 상태 추정을 위해 설계되었다. 그

러나 실제 대부분의 시스템들은 비선형적인 특성을 가지기 때문에, 칼만 필터를 직접 적용

하기 어려운 경우가 많다. 이러한 문제를 해결하기 위해, 선형 근사화를 기반으로 개발된 

Extended 칼만 필터, 샘플링 기반 Unscented 칼만 필터와 파티클 필터들이 존재한다.

3. 채널 추적 결과 및 한계점

그림 4   적응 필터와 칼만 필터의 채널 추적 테스트 결과

[그림 4]는 적응 필터와 칼만 필터의 채널 추적 테스트 결과이다. 여기서 채널은 first- 

order autoregressive(AR-1) 모델을 따라 생성되었다. 테스트 결과에서 알 수 있듯이 칼만 

필터는 동적 시스템의 모델 정보와 노이즈 정보를 모두 활용하여 최적의 예측을 하기 때문

에 적응 필터 대비 더 정확한 추적이 가능하다. 또한, 적응 필터의 가중치 업데이트 알고리

즘(LMS 또는 RLS)의 선택에 따라 정상 상태까지의 시간이 다르지만, 수렴 이후 성능은 같

게 되는 것을 관측할 수 있다. 이 때문에 무선 통신 시스템에서 대부분의 채널 추적 시스

템의 경우 칼만 필터 기반 알고리즘이 사용된다.
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뛰어난 추적 결과에도 불구하고 칼만 필터의 성능은 사용하는 모델의 정확성에 크게 의

존하는 한계가 있다 [6]. 그중 모델 불일치(model mismatch)의 경우 해당 알고리즘은 부

정확한 추정을 초래할 수 있다. 이와 더불어, 칼만 필터는 선형 시스템에 대해 설계되었으

며, 비선형 시스템에 직접 적용할 수 없기 때문에 Extended 칼만 필터, Unscented 칼만 

필터와 같은 확장된 방법을 사용해야 한다. 이러한 확정된 방법들은 추가적인 계산 복잡성

이 필요하며, 완벽하게 비선형 시스템을 처리하지는 못한다. 시스템의 비선형성을 고려하지 

않아도 되는 적응 필터는 다양한 채널 환경을 추적하는데 사용할 수 있지만, 칼만 필터 대

비 추적 성능이 떨어진다. 결론적으로, 적응 필터와 칼만 필터는 강력한 추적 도구이지만, 

사용하려는 애플리케이션의 특성과 모델의 정확성에 따라 그 성능이 달라질 수 있다. 이에 

따라, 기존 기법들이 가지고 있는 문제점과 한계를 극복하기 위해 AI 기반 기술 도입의 필

요성이 최근 부각되고 있다. 특히 딥러닝은 이러한 한계를 극복하기 위한 탁월한 대안을 

제공한다. 데이터 중심의 학습 방식과 자동 특징 추출 능력은 채널 추적의 정확도와 효율

성을 크게 향상시킬 수 있다. 

Ⅲ. AI 기반 채널 추적

지금까지 논의한 채널 추적 방법들은 수학적으로 정교하게 설계된 모델에 기반하여 동작

하는 알고리즘이었다. 모델 기반 방법들은 mapping을 학습하기 위해 데이터에 의존하지 

않지만, 몇 가지의 파라미터를 추정하기 위해 데이터를 사용한다. 적응 필터 또는 칼만 필

터 알고리즘과 같은 기본적인 기법들은 모델 기반 방법의 범주에 속한다. 고전적인 통계 

모델들은 추론 가능하고, 이해 가능하며, 계산 효율적으로 만들기 위한 단순화된 가정(예: 

선형 시스템, 가우스 및 독립적인 노이즈)에 의존한다. 반면, 단순한 모델들은 자주 고차원 

복잡한 데이터와 동적 변화를 표현하는 데 실패한다. 전통적인 채널 추적 알고리즘들은 많

은 연구와 발전을 거쳤지만, 딥러닝의 등장과 성장으로 데이터 중심(data-driven) 접근법

이 탄생했다. 이는 기존과 달리 데이터 셋이 풍부해지고 현대 딥러닝 파이프라인의 능력이 

증가함에 따라 점점 더 인기를 얻고 있다. 딥러닝 모델 중에서도 RNN(recurrent neural 

network)은 채널 추적의 효율성을 향상시키는 데 큰 역할을 한다. 딥러닝 기반 채널 추적

을 살펴보기 전 RNN에 대해 자세하게 알아보겠다. 그 후 딥러닝 기반 채널 추적 기법이 

무선 통신 시스템에 어떻게 활용되고 있는지 다양한 연구결과들을 소개한 뒤 마지막으로 
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딥러닝 기반 칼만 필터인 KalmanNet의 동작 원리와 응용 방향에 대해 알아보겠다.

1. RNN

RNN은 시퀀스 데이터를 처리하는데 특화된 딥러닝 모델로, 채널 추적과 같이 시간적인 

순사가 중요한 데이터를 처리하는데 적합하다. 이러한 모델들을 이용하여 채널의 변화를 

예측하고, 이를 바탕으로 더 효율적인 무선 통신을 구현할 수 있다. 

그림 5   Vanilla RNN, LSTM, GRU 구조

순환 신경망 모델 중 가장 기본적인 vanilla RNN은 [그림 5]에 묘사되어 있다. RNN 각 

시점의 입력 데이터를 처리하면서 이전 시점의 상태를 고려한다. 이렇게 과거의 정보를 현

재의 결정에 반영함으로써 시간적인 순서가 중요한 문제를 해결할 수 있다. RNN의 구조는 

각각의 시간 스텝에 대해 입력, 은닉 상태, 출력이 존재하며, 은닉 상태의 활성 함수를 비

선형 함수로 설정하여 시스템의 비선형성을 학습을 통해 극복할 수 있다. 채널 추적을 위

해 RNN을 사용하면, 과거의 채널 상태 정보를 이용하여 현재의 채널 상태를 예측할 수 있

다. 예를 들어 시점의 채널 상태를 예측하기 위해 시점의 채널 상태 정보를 입력으로 

사용하면, RNN은 이를 바탕으로 시점의 채널 상태를 예측한다. 하지만 vanilla RNN은 

단기 기억 문제와 그래디언트 소실(vanishing gradient) 문제로 인해 긴 시퀀스에 대한 효

과적인 학습이 어려울 수 있으며, 이를 극복하기 위해 LSTM(long short-term memory) 

구조가 제안되었다. [그림 5]에 묘사되어 있듯이 LSTM은 3개의 게이트를 가지고 있다. 이

는 입력 게이트, 삭제 게이트, 출력 게이트이며, 각각 새로운 정보를 셀 상태에 추가 또는 

삭제할지 결정하며 셀 상태의 정보를 은닉 상태에 전달할지 결정한다. 또한, 장기 상태(cell 
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state)와 단기 상태(hidden state)를 사용하여 긴 시퀀스를 처리할 때 중요한 정보를 유지

하면서 학습할 수 있다. 이러한 방식을 통해 LSTM은 그래디언트 소실 문제를 줄일 수 있

다. 마지막으로 GRU(gated recurrent unit)은 LSTM의 간소화된 버전이다. GRU는 셀 상

태를 사용하지 않고, 은닉 상태만을 사용한다. GRU는 리셋 게이트와 업데이트 게이트를 

이용하여, 과거의 정보를 얼마나 잊을지 새로운 정보를 얼마나 받아들일지 결정한다. 채널 

추적을 위해 LSTM 또는 GRU를 사용하면 과거의 채널 상태 정보를 장기적으로 기억하고 

이를 바탕으로 현재의 채널 상태를 예측할 수 있다[7], [8].

2. 다양한 AI 채널 추적 기법

인공지능의 빠른 발전이 기존의 채널 추적 방법을 대체하는 새로운 AI 모델의 개발을 촉

진하고 있다. 특히, 예상되는 6G 통신에서는 기존 시스템보다 더 복잡하고 다양한 네트워

크 환경이 요구될 것이다. 이러한 상황에서, 복잡하고 신속하게 변화하는 무선 네트워크 상

황에 대응하기 위해, AI 기반 채널 추적 기법은 기존 방법들의 한계를 극복하는데 있어 중

요한 역할을 할 것으로 보인다. 이번 절에서는 RNN 기반의 다양한 채널 추적 방법들을 소

개하겠다.

2-1 WET 시스템에서의 AI 채널 추적 기법

이 논문은 무선 에너지 전송(WET) 시스템에서 채널 추적 문제를 해결하기 위한 딥러닝 

기반의 새로운 추적 방법을 제안한다. WET 시스템은 에너지가 제한된 무선 센서 네트워크 

및 사물 인터넷(IoT) 장치에 대한 에너지 공급을 위한 매우 유망한 기술이다. 그러나 WET 

시스템에서 채널 상태 정보(CSI)를 정확하게 파악하는 것은 에너지 수신기(ER) 또는 에너

지 하베스팅(harvesting) 회로의 처리 능력이 제한되어 있기 때문에 매우 어렵다.

이를 개선하기 위해 [9]에서는 RNN 기반 채널 추적 방법을 제안하며, 이 방법은 딥러닝 

기술을 사용하여 채널 추적을 개선하고 기존 방법보다 우수한 성능을 보인다. [그림 6]에서 

볼 수 있듯이 제안된 채널 추적 기법은 깊은 LSTM 구조와 FNN(feedforward neural 

network)으로 구성된다. 이 모델은 LSTM 구조에서 입력 데이터를 받아 채널을 추정하여 

추정된 채널 데이터를 다음 FNN 구조의 입력으로 전달한다. 이전 CSI 추정치와 에너지 피

드백 정보를 입력으로 받아 현재 CSI를 출력으로 내보낸다. 여기서 실수와 허수의 직교성

을 이용하여 각각 따로 고려된다. 이로써 제시된 모델은 기존 대비 뛰어난 MSE(mean 

square error) 성능을 보이며, 이에 따라 수신기에서 높은 에너지 하베스팅 정보를 받을 
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것으로 예상된다. 따라서 이 논문에서 제시된 AI 채널 추적 모델은 WET 시스템에서 채널 

추적 문제를 해결하기 위한 새로운 방법을 제시하고, 이를 통해 무선 센서 네트워크 및 

IoT 장치에 대한 에너지 공급을 개선할 수 있다는 가능성을 제시한다.

그림 6   무선 에너지 전송 시스템에 대한 AI 기반 채널 추적 기법([9]의 Fig. 1)

2-2 밀리미터파 기반 차량 통신에서의 AI 채널 추적 기법

차량 통신은 자율 주행과 차량 간 통신(V2V) 등 다가오는 6G 통신에서 매우 중요한 중 

하나이다. 또한, 자율 주행 및 저지연 통신 등을 지원하기 위해 밀리미터파(mmWave) 대역

은 차량 통신에서 중요한 역할을 한다. 하지만 차량의 이동성 및 밀리미터파의 특성 때문

에 채널을 추적하는 것을 매우 어렵다. 그러므로 다음으로 소개할 AI 채널 추적 기법은 차

량 통신에서의 밀리미터파 주파수를 이용한 새로운 채널 추정 및 추적 방법을 제안하는 연

구이다. 

밀리미터파 기반 차량 통신에서의 채널을 추적하기 위해 [10]에서는 딥러닝을 기반으로 

한 알고리즘을 사용하여, 복잡하고 빠르게 변화하는 채널 환경에서도 효과적인 채널 추적

이 가능하게 한다. 이를 위해, Bi-directional Long Short-Term Memory(Bi-LSTM) 네

트워크를 사용하여, 가장 최근 데이터인 개의 채널 추정 결과를 입력으로 사용하고, 다음 

시간 슬롯의 추정된 채널을 출력으로 사용한다. Bi-LSTM 모델에서는 과거의 일부 무효한 

정보를 버리면서, 고급 메모리를 기반으로 예측 결과를 지속적으로 개선한다. 이를 통해, 

학습 후 예측된 채널 벡터와 실제 다음 시간 슬롯의 채널 벡터 간의 차이는 무시할 수 있

을 정도로 작아진다. 이러한 방법을 사용하면, 차량 통신에서의 효율적인 채널 추적이 가능

해지며, 이는 미래의 차량 통신 시스템에서 중요한 역할을 할 것으로 보인다.
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그림 7   밀리미터파 기반 차량 통신에서의 AI 채널 추적 기법([10]의 Fig. 2)

2-3 RIS 통신에서의 AI 채널 추적 기법

최근 통신 시스템에서 reconfigurable intelligent surface(RIS)를 이용하여 무선 통신 

환경을 개선하고 최적화하는 방법이 각광받고 있다. RIS는 금속 또는 dielectric 재료로 만

들어진 표면에 배열된 수백 개의 패시브 안테나 요소로 구성된다. 이러한 요소들은 컨트롤

러에 의해 독립적으로 제어될 수 있으며, 각 요소의 상태(예를 들어, 위상)를 변경함으로

써, 표면을 통과하는 전자파의 성질을 실시간으로 변경할 수 있다. 이를 통해 통과하는 전

자기파의 방향을 변경하여, 원하는 방향으로 신호를 집중시킴으로써 수신 강도 향상 및 간

섭을 줄일 수 있다. 이러한 빔 형성을 위해서는 시스템이 실시간으로 전파 채널의 상태를 

알아야 한다. 그러므로 효율적인 RIS 기반 통신 및 최적화를 위해서는 정확한 채널 추적이 

반드시 필요하다.

RIS를 이용한 무선 통신 시스템에서 채널 추적 및 예측을 위해 [11]에서는 새로운 딥러닝 

기반 기술을 제안하였다. [그림 8]에서 확인할 수 있듯이 해당 채널 추적 기법은 칼만 필터

와 딥러닝 구조가 결합된 형태이다. 또한, 앞서 소개했던 방식처럼 채널 계수를 실수부와 

허수부로 분리하여 처리하는 서브 네트워크 구조를 제안하였다. 이를 통해, 채널 추적 및 

예측을 위한 딥러닝 모델의 복잡도를 줄이고, 적은 수의 네트워크 파라미터로도 높은 성능

을 달성할 수 있도록 하였다. 또한, 채널 계수의 시간 상관관계와 변동성을 모델링 하는 파

라미터들을 이용하여, 채널 추적 및 예측을 수행하였다. 제안된 알고리즘은 RIS 채널이 정

적인 특수한 경우에 대한 칼만 필터 기반 채널 추적 방법을 제시하고 있다. 이 경우 채널 

변화 모델을 선형 상태 전이 방정식으로 모델링 할 수 있으며, 이전에 추정된 채널의 공분

산 행렬을 사용하여 채널 벡터를 복원할 수 있다. 이러한 방법은 채널 추적을 위한 추가적

인 채널 훈련 오버헤드를 줄일 수 있다.
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그림 8   RIS 통신에서의 AI 기반 채널 추적 기법([11]의 Fig. 2)

3. KalmanNet

앞서 언급된 채널 추적 알고리즘들은 특정 환경에 맞춰 복잡하게 구현되어 있다. 최근 딥

러닝의 장점인 데이터 중심적인 학습 방식과 수학적으로 모델링 된 시스템의 domain 

knowledge를 적절하게 사용하는 딥러닝 방식이 활발하게 연구되고 있다 [4]. 그중 칼만 필

터를 딥러닝 방식으로 풀어낸 KalmanNet에 대해 [12]을 기반으로 설명하겠다.

KalmanNet은 칼만 필터가 가지는 비선형 동적 시스템 및 모델 불일치에 대한 한계를 극

복할 수 있는 AI 기반 알고리즘이다. [그림 9]에서 보이듯이 연접한 GRU들로 구성된 KalmanNet

은 새롭게 정의된 입력을 받아 칼만 이득을 학습한다. 이는 칼만 필터 알고리즘에서 상태 

공간 모델과 측정값이 주어진다면, 칼만 이득을 가지고 최적으로 균형 잡힌 추정값을 구할 

수 있기 때문이다. 이 방식은 기존 칼만 필터 모델을 따르면 데이터 중심으로 칼만 이득을 

학습시키는 하이브리드 딥러닝 방식이며, 비선형 시스템에서 노이즈 정보 없이 실시간으로 

다음 상태를 추정한다. 또한, [그림 9]에서 확인할 수 있듯이 KalmanNet은 비교적 단순한 

RNN 구조로 구성되어 있으며 작은 데이터로도 학습과 추론이 가능하다는 장점이 있다. 해

당 논문에서 추론 시간은 EKF와 비슷한 수준이기 때문에 빠른 응답성이 필요한 실시간 채

널 추적에 적용하기 용이하다. 이와 더불어, KalmanNet을 통한 채널 추적은 노이즈 정보

를 활용하지 않기 때문에 시스템 노이즈 레벨에 적응하며 채널 추적을 제공할 수 있으며, 
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환경이나 시스템 동역학의 변화에 적응할 수 있다. 이것은 송신기나 수신기의 이동 또는 

채널 특성 변화와 같은 여러 요인에 강인한 채널 추적을 제공할 것으로 예상된다.

그림 9   KalmanNet 구조([12]의 Fig. 2)

앞서 소개한 KalmanNet의 연장된 버전으로 최근 Split KalmanNet이 등장하였다 [13]. 

해당 논문을 따르면 Split-KalmanNet은 KalmanNet에서 영감을 받았으며 [그림 10]에서 

보이듯이 상태 추정을 위해 두 개의 병렬 DNN을 활용하여 구성되었다. 두 개의 DNN은 

서로 다른 입력 특징을 받아 EKF에서의 칼만 이득을 구성하는 두 가지의 공분산 행렬을 

각기 배출한다. 여기서 두 DNN의 파라미터와 최적화 함수를 서로 다르게 세팅함으로써 하

나의 DNN에서 가지는 불확실성을 다른 하나의 DNN에서 보완하며 학습할 수 있다. 특히 

이 방식은 학습 데이터에서 사전 상태 추정과 공분산 행렬을 독립적으로 학습함으로써 

KalmanNet의 모델 불일치 효과를 보상할 수 있다. 그러므로 해당 모델은 시간에 따라 여

러 형태로 변하는 동적 시스템에 대해 더 강건하고 신뢰할 수 있는 추정값을 제공할 수 있

다. 더욱이 MSE에서의 큰 개선은 이것을 다양한 응용 프로그램에 대해 더 정확하고 신뢰

할 수 있는 솔루션을 가져다줄 것으로 예상된다. 또한, Split-KalmanNet처럼 KalmanNet

을 활용하여 다양한 방식의 AI 기반 상태 추적 모델을 개발할 수 있을 것으로 예상되며, 이

를 기반으로 더욱 정교하고 변화에 강건한 채널 추적 기법을 연구해 나갈 수 있을 것이다.
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그림 10   Split-KalmanNet 구조([13]의 Fig. 1)

4. 연구 방향

본 원고에서 다뤄진 다양한 AI 기반 채널 추적 기법들은 RNN을 활용하여 다양한 채널 

추적 시스템에 적용하여 기존 대비 뛰어난 성능을 보였다. 하지만 AI 기반 채널 추적 기법

들은 특정 통신 시나리오에 국한되어 있다. 5G 통신을 넘어 6G 통신 시스템을 지원하기 

위해서는 새롭게 고려되어야 하는 환경들이 존재한다. [14]에서 소개된 6G 통신 환경인 THz 

대역폭, 초고밀도 네트워크, 고속 이동성, 그리고 보안 통신 등 다양한 통신 시나리오들이 

존재하며, 이를 위한 채널 추적 문제들이 고려되어야 할 것이다. 특히 6G에서는 더 높은 

주파수 및 이동성을 고려해야 하기 때문에, 빠르게 변하는 도플러 효과가 존재할 것이며, 

이로 인해 채널 추적이 더 어려워질 것이다. 또한, 6G에서 보안 통신의 중요성이 점점 더 

증가하기 때문에 도청자의 채널 효과를 무력화함으로써 보안을 강화하는 연구가 활발하게 

진행되고 있다 [15]. 이를 위해 도청자의 채널을 정확하게 추적하는 새로운 기법이 필요할 

것이며, 기존 기법이 가지는 한계를 뛰어넘는 새로운 AI 기반 채널 추적 방법은 추후 사용

자의 프라이버시를 지켜줄 수 있는 핵심 기술이 될 것으로 전망된다.

채널 추적 시스템에 범용적으로 적용할 수 있는 KalmanNet은 딥러닝 기반 상태 추적 모

델로서 노이즈 정보 없이 기존 칼만 필터가 가지는 비선형 시스템 한계를 극복하는 뛰어난 

상태 추적 모델이다. 하지만 이러한 딥러닝 모델은 채널 모델링 정보가 반드시 필요하며, 

실시간으로 변하는 채널 모델에 완벽하게 적응하기는 힘들다. 특히, 상태 공간 모델을 알 
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수 없는(unknown) 경우에는 앞서 소개된 AI 기반 채널 추적 기법에 적용하기 어려울 것이

다. 따라서 채널의 동적 시스템을 알아내는 방법이 추후 연구 방향으로 바람직할 것이다.

Ⅳ. 결 론

본 원고에서는 무선 통신에서 중요한 역할을 수행하는 채널 추적 기술에 대해 다루었다. 

채널 추적 기술은 무선 통신에서 데이터 전송의 효율성과 신뢰성을 높이는 데 결정적인 역

할을 한다. 그러므로 채널의 동적인 변화를 실시간으로 추적하는 것은 통신의 안정성과 성

능을 최적화하기 위해 필수적이다.

기존의 채널 추적 기술은 적응 필터, 칼만 필터와 같은 수학적 모델에 기반하고 있으며, 

이러한 기법은 정적이거나 예측 가능한 환경에서 잘 작동한다. 그러나 복잡하고 빠르게 변

하는 실시간 통신 환경에서는 이러한 기법이 정확도를 잃을 수 있으며, 계산 복잡성과 지

연 시간이 증가하는 한계점이 있다. 따라서, 본 원고에서는 이러한 문제를 해결하기 위해 

제안된 AI 기반 채널 추적 기술에 대해 다루었다. AI 기반 채널 추적 기술은 딥러닝을 이

용하여 채널 상태를 추정하고, 이를 통해 더욱 정확하고 빠른 채널 추적이 가능하다. 또한, 

AI 기반 채널 추적 기술은 수렴 속도가 빠르고 최적의 성능을 달성하는 데 많은 시간이 필

요하지 않으므로, 실시간 채널 추적 기술을 통해 더욱 정확하고 효율적인 통신이 가능해질 

것으로 예상된다. 이외에도 6G 통신에서 주로 고려되는 시스템에서의 채널을 추적하는 AI 

기반 기법 개발은 다가오는 미래의 통신 네트워크를 지원하는 핵심 연구로 볼 수 있다.
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