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Abstract

딥러닝 기술의 등장과 고차원 센서 데이터의 활용은 정확도와 속도가 핵심인 자율주행 분야를 크게 변화시켰

습니다. 딥러닝은 심층 신경망을 활용한 컴퓨터 비전 기술을 활용하여 차선, 장애물 등을 감지하고 주행가능영

역 판별을 가능케 했습니다. 이와 더불어 LiDAR 센서로 생성된 포인트 클라우드(Point cloud)는 카메라로부터 

얻은 2D 이미지를 보완하는 풍부한 3D 공간 정보를 제공함으로써 인공지능에게 더 많은 정보를 담은 데이터

를 제공하였습니다. 포인트 클라우드를 사용하는 방식은 다양하지만 본문에서는 주행가능영역 판별에서 주로 

사용되는 포인트 클라우드를 그대로 사용하는 방식 및 2D 이미지 형태로 변환하여 사용하는 방식을 소개하고

자 합니다. 또한 포인트 클라우드를 활용한 딥러닝 기반 자율주행 주행가능영역 판별에 대한 주요 방법과 예시

를 정리하며, 해당 기술이 나아가야 할 방향을 고찰하고자 합니다.

I. 서 론

과거에 비해 자율주행 분야에서의 기술적 혁신은 빠르게 진행되고 있습니다. 특히 딥러닝

과 고차원 센서 데이터의 융합은 자율주행 차량의 정확성과 효율성을 크게 향상시켰습니

다. 자율주행 분야에서는 정확한 환경 인식과 신속한 결정이 매우 중요한데, 이러한 요구 

사항을 충족시키기 위한 딥러닝 알고리즘과 다양한 센서 데이터를 결합한 접근법이 사용되

고 있습니다. 

자율주행은 인지, 판단, 제어의 총 3가지 단계로 이루어지는데 그 중 딥러닝의 발전과 함
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께 인공지능이 ‘인지’를 수행하는 데에 많은 주목을 하고 있습니다. 물론 이전에 전통적인 

컴퓨터 비전 기술을 사용하여 차선인식이나 장애물 감지와 같은 작업을 수행했지만, 딥러

닝은 심층 신경망을 활용하여 해당 기술을 더욱 정교하고 정확하게 수행할 수 있게 되었습

니다. 딥러닝을 활용한 컴퓨터 비전 기술은 앞서 언급한 차선, 장애물 감지 등에 있어서 자

동으로 feature(특징)를 학습하기 때문에 기존의 수동으로 설계하던 feature들의 한계를 넘

어서 더 유연성 있는 판별을 가능하게 하였습니다. 

자율주행 분야에서 컴퓨터 비전의 발전을 살펴보면, 초기에는 단순한 물체 검출 및 추적

과 같은 작업에 중점을 두었습니다. 그러나 최근에는 semantic segmentation(의미론적 분

할), instance segmentation(객체 분할)과 같은 복잡한 문제를 해결하는 방향으로 발전하

고 있습니다. 특히, 주행 가능 영역 판단은 자율주행 차량이 안전하게 주행하기 위한 핵심 

요소입니다.

자율주행에서 가장 중요한 것은 차량을 안전하게 주행할 수 있게 하는 것입니다. 이를 위

해서는 주행가능 영역이 명확하게 판단되어야 합니다. 인간의 눈과 뇌를 대신하여 물체를 

정확하게 인지하고, 이를 통해 해당 영역이 안전하게 주행할 수 있는 영역인지 아닌지를 

명확하게 구분합니다.이때 입력으로 들어오는 정보가 이미지가 될 수도, 포인트 클라우드가 

될 수도 있으며 어떤 처리방식을 사용할지 알맞은 모델을 찾는 과정이 필요합니다.

기존 자율주행에서 카메라만을 사용할 때는 조명 변화, 날씨의 영향, 거리 정보의 부재 

등으로 인한 인식의 한계가 있었습니다. 그러나 빛을 사용하는 LiDAR(Light Detection 

and Ranging)의 등장은 이러한 문제점들을 크게 줄이면서, 특히 3D 환경에서의 정밀한 거

리 정보 제공을 통해 자율주행차량의 환경 인식 능력을 혁신적으로 향상시켰습니다.

LiDAR센서는 딥러닝의 학습 수단을 이미지가 아닌 포인트 클라우드로 대체할 수 있게 

하였습니다. LiDAR는 빛을 사용하여 원격 거리 측정을 수행하는 센서로 레이저를 발사하

고, 그 레이저의 반사 시간을 측정함으로써 대상까지의 거리를 계산합니다. LiDAR는 크게 

두가지 원리로 나누어 볼 수 있는데 먼저 [그림 1]의 (a)와 같이 ToF(Time-of-Flight) 방

식을 이용하는 경우는 라이다 센서가 발사한 광선이 대상 객체에 도달하고 다시 센서로 돌

아오는 데 걸리는 시간을 측정하여 거리를 계산하는 원리에 기반합니다. 다음으로 [그림 1]

의 (b)와 같이 FMCW(Frequency-Modulated Continuous-Wave) 방식을 이용하는 경우는 

일정한 주파수로 조절된 레이더 빔을 사용하여 대상 객체와의 거리를 측정합니다. 광선은 

주파수가 변화하는 파동으로 발사되고, 이 파동이 객체에서 반사되어 돌아오면 다시 감지

됩니다. 이러한 주파수 변화의 차이를 분석함으로써 거리를 계산하며 ToF는 비교적 저렴하
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고 짧은 거리에서 높은 정확성을 제공하는 반면 FMCW는 더 긴 거리에서도 좋은 정확도를 

보입니다. 두 방식 모두 수집된 데이터를 이용하여 3D좌표로 변환하고, 각각의 3D좌표는 

하나의 포인트로 표현되어 해당 포인트들의 모임이 포인트 클라우드를 형성합니다.

그림 1   라이다 센서 종류 [31]

(a) (b)

이러한 포인트 클라우드를 주행가능 영역 판별에 활용되는 semantic segmentation[28]

에 적용하는 방식은 크게 두 가지로 나뉩니다. 첫째, 포인트 클라우드를 그대로 활용하여 

환경 정보를 추출하고 분석하는 방식이고 둘째, 포인트 클라우드를 2D 이미지 형태로 투영

하여 활용하는 방식입니다. 이러한 방식들은 포인트 클라우드로 인공지능에게 더 많은 정

보를 제공하고 환경 정보를 보다 효율적으로 처리할 수 있게끔 하며 자율주행의 주행가능

영역을 판별하는데 자주 사용됩니다. [그림 2]는 포인트 클라우드를 그대로 활용하여 주행

가능영역을 판별하는 예시입니다. 주어진 포인트 클라우드에 도로, 나무, 차량과 같은 객체

들이 색상으로 구분되어 있고 해당 이미지에서는 분홍색 영역이 주행가능영역이라는 것을 

확인할 수 있습니다.
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그림 2   2dpass[2]를 이용한 주행가능영역 semantic segmentation 판별

Ⅱ. 주행가능영역 인식을 위한 이미지 기반 연구

자율주행 기술은 주행 환경을 이해하고 조작하는 능력이 요구되는 시스템으로, 이를 위해 

다양한 센서와 컴퓨팅 파워를 필요로 합니다. 영상처리 기술은 이러한 센서 데이터를 활용

하여 주변 환경을 인식하고 해석하는 핵심 기술 중 한가지입니다.

과거에는 주로 전통적인 컴퓨터 비전 기술이 자율주행의 영상처리에 활용되었습니다. 이

미지를 활용하여 텍스처를 분석하거나, edge를 검출하는 등의 방식으로 주행 가능영역을 

판별해왔지만 이러한 기술은 복잡한 도로 상황에서의 정확한 객체 탐지 및 추적에 한계가 

있었으며, 다양한 주행 환경에 대응하기 어려웠습니다. 또한, 환경 변화에 적응하는데 한계

가 있어 유연성이 부족한 문제가 있었습니다.

딥러닝은 기존의 영상처리 방법과는 달리 데이터 기반 학습을 통해 특징을 스스로 추출

하고 판단할 수 있는 능력을 가집니다. 이로써 자율주행 영상처리 기술은 더욱 정확하고 유

연한 판단을 할 수 있게 되었으며 Convolutional Neural Networks(CNN)[29] 및 Recurrent 

Neural Networks(RNN)[30]과 같은 딥러닝 아키텍처의 활용으로 객체 탐지, 차선 인식, 

교통 표지판 인식 등 다양한 주행 요소의 처리가 가능해졌습니다.

딥러닝을 통한 자율주행 영상처리 기술의 발전은 정확도와 안정성에서 보다 훌륭한 성능 

향상을 이뤘습니다. 실시간으로 도로 환경을 분석하고 판단함으로써 사고 예방 및 운전 편

의성 증대에 크게 기여하고 있습니다. 또한, 딥러닝의 학습 능력을 활용하여 실제 도로 환

경에서 발생하는 다양한 변수 및 노이즈 처리에 대해서도 발전을 이뤄내고 있습니다.
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그 중에서도 Semantic Segmentation으로 불리는 의미론적 분할은 자율주행의 주행가능

영역을 판별하는 핵심기술이라 볼 수 있습니다. Semantic Segmentation은 이미지 속 각 

픽셀에 레이블을 할당하는 컴퓨터 비전 영역의 작업을 말합니다. 보통 해당 픽셀이 어떤 

객체에 속하는지, 어떤 클래스에 속하는지를 판별하기 위해 사용됩니다. 자율주행에서는 도

로, 차량, 보행자, 건물, 나무 등의 영역을 구분하여 해당 클래스들로 이미지를 분할하는데 

사용됩니다. 특히나 인식되는 객체의 종류가 피해야 할 장애물인지 아닌지를 구분해야 하

는 자율 주행에서는 정확하고 빠른 객체 인식 및 판단이 중요하기에 의미론적 분할 작업이 

중요한 역할을 합니다. 

Semantic Segmentation은 CNN에서의 Fully Connected Layer를 Fully Convolutional 

Layer로 대체함으로써 시작되었습니다[1]. 대표적으로 인코더-디코더 구조를 가지며 픽셀 

수준의 예측을 위해 디코더에서 저해상도의 feature map을 업샘플링하는 SegNet[7]이 있

습니다. 

그림 3   U-Net 의 구조

또한, [그림 3]과 같이 디코더가 대칭적인 U자 형태를 보이는 U-Net[8]은 의료 영상 분

석에 주로 사용되었습니다. 그리고 기존 방식보다 더 넓은 영역의 특징을 포착하도록 하는 

atrous convolution과 픽셀 간의 공간적인 관계와 색상 정보를 고려하여 분할 경계를 개선

하는 DeepLab[9] 등이 있습니다. [그림 4]는 모양과 텍스처를 함께 처리하는 방식의 Gated- 

SCNN[10] 모델을 이용하여 입력 이미지에 대해 semantic segmentation 을 진행한 그림입

니다. 왼쪽과 같은 원본 이미지에서 등장하는 물체들을 클래스 단위로 예측하여 오른쪽 색
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칠된 이미지로 표현하였습니다.

그림 4   GSCNN을 이용한 semantic segmentation

Ⅲ. LiDAR 데이터인 포인트 클라우드의 특성

[그림 3]과 같이 기존의 딥러닝에서 주행가능영역 판별은 이미지를 통한 학습이 보편적이

었습니다. 그러나 포인트 클라우드의 등장으로 깊이 및 공간정보가 반영된 주행가능영역 

판별이 가능하게 됐습니다. LiDAR는 Point cloud 형태의 데이터로 좌표정보와 반사강도를 

나타내는 intensity와 같은 정보들을 포함합니다. 이는 지형의 고도나 형상을 정밀하게 측

정하거나 도시 환경에서의 건물이나 도로 등 3D 모델링에 활용될 수 있으며, 자율 주행에

서는 주변 환경을 인식하고 장애물을 탐지하는데 활용됩니다.

그러나 포인트 클라우드는 몇 가지 한계점을 가집니다[12]. 먼저 [그림 5]의 (a)는 포인트 

클라우드의 분포가 균일하지 않다는 특징을 보여줍니다(Irregular/비정형성). 이는 가까이 

있는 물체에서는 포인트 클라우드가 dense하게 계측되며, 멀리 있는 물체에서는 sparse 하

게 계측된다는 것입니다. 다음으로 [그림 5]의 (b)는 각 포인트 클라우드가 독립적이며, 서

로 인접한 포인트 클라우드 간의 거리가 고정되지 않는다는 특징을 보여줍니다(Unstructured/ 

비구조성). 마지막으로 (c)는 포인트 클라우드의 계측된 순서가 달라져도 동일한 공간을 표

현한다는 특징을 보여줍니다(Unordered /비정렬성).



주행가능영역 판별을 위한 LiDAR 기반 의미론적 분할 연구 37

그림 5   포인트 클라우드의 한계 [32]

위와 같은 제약들을 해결하기 위해 포인트 클라우드를 사용한 다양한 방식들이 고안되어 

왔습니다. 그 중 크게 포인트 클라우드의 raw data를 그대로 사용하는 방식과, range image

로 변환하여 사용하는 방식으로 나눌 수 있습니다. Range image란, 포인트 클라우드의 x, 

y, z 데이터를 u, v 좌표계의 이미지 형태로 투영한 것입니다. 포인트 클라우드를 그대로 

사용하는 방식은 많은 정보를 그대로 사용할 수 있어 보다 정확한 공간 정보를 사용할 수 

있다는 장점이 있습니다. 반대로 range image를 사용하는 방식은 이미지 처리 기법을 활

용할 수 있어 효율적이라는 장점이 있습니다.

일반적으로 이미지는 CNN과 같은 형태의 합성곱 신경망을 주로 활용하였습니다. 하지만 

포인트 클라우드의 비정형성으로 인해 행렬형태의 kernel을 직접 적용하기 어렵습니다. 이

를 해결하기 위해 PointNet[13]은 각 포인트를 독립적으로 처리한 후, max pooling 연산

을 사용하여 전반적인 구조를 학습하는 방식을 제안하였습니다. 이러한 방식을 통해 포인

트 클라우드의 비정렬성을 보장하면서도 전체적인 형태를 인식할 수 있게 만들었습니다. 

[그림 5]는 PointNet을 이용해 semantic segmentation을 진행했을 때의 정성적 평가를 위

한 그림입니다. [그림 6]의 첫번째 행은 포인트 클라우드에 색상 정보를 입힌 모습이고, 두

번째 행은 각 포인트 클라우드에 semantic segmentation이 진행된 모습입니다. 그러나 

PointNet은 지역적인 구조를 충분히 반영하지 못하는 한계가 있었고, 이를 해결하기 위해 

PointNet++[14]가 등장했습니다. PointNet++는 계층적인 방식을 도입하여 포인트 클라우

드의 다양한 스케일에서 특징을 추출하여 성능을 개선하였습니다.
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그림 6   PointNet을 이용한 semantic segmentation

이 외에도 포인트 클라우드의 지역적인 구조를 더욱 효과적으로 학습하기 위한 다양한 

방법들이 제안되었습니다. DGCNN[15]은 동적 그래프 구조를 사용하여 포인트 간의 관계를 

학습하였고, PointCNN[16]은 포인트를 적절한 순서로 재배열하여 전통적인 CNN과 유사한 

방식으로 처리하였습니다. 또한, 이미지 처리에서의 성공적인 기법들을 포인트 클라우드에 

적용하는 시도도 있었습니다. PointSIFT[17]는 이미지에서의 특징점 추출 방식인 SIFT를 

포인트 클라우드에 적용하였고, VoteNet[18]은 포인트 클라우드에서 3D 객체의 위치를 예

측하기 위해 투표 메커니즘을 도입하였습니다. 이러한 방식은 포인트 클라우드의 복잡한 

구조 속에서도 객체의 중심을 정확하게 찾아내는 데 효과적이었습니다.

Ⅳ. 의미론적 분할을 위한 LiDAR 데이터셋

Semantic Segmentation을 수행하기 위해서는 딥러닝 모델을 학습시킬 대량의 데이터가 

요구됩니다. 그 중 보편적으로 해당 분야에 활용되는 데이터셋들과 그 활용 예시들에 대해

서 소개하고자 합니다. 현재 자율주행에서 주로 사용하는 포인트 클라우드 데이터셋으로는 

KITTI[19], SemanticKITTI[20], Semantic3D[21], RELLIS-3D[22], Waymo Open Dataset[23] 

등이 존재합니다.

KITTI는 자율주행 연구에 있어 가장 많이 활용되는 데이터셋입니다. Velodyne HDL-64 
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센서와 카메라를 기반으로 포인트 클라우드 뿐 아니라 projection matrices, calibration files, 

raw data 등의 세부 정보도 제공하기에 다양하게 활용될 수 있습니다.

SemanticKITTI는 [그림 7]과 같이 KITTI 데이터셋에 annotation이 더해져 semantic 

segmentation 연구에 활용 가능한 데이터 셋입니다. 약 43,552 개의 스캔으로 구성되어 

있으며, 도로, 보행자, 차량과 같은 28개의 클래스로 이루어져 있습니다. 광범위한 자율주

행 및 컴퓨터 비전 연구에 사용되는 KITTI 와는 다르게, SemanticKITTI는 주로 3D 

semantic segmentation 및 object detection 연구에 초점을 맞추고 있습니다.

그림 7   SemanticKITTI 데이터셋 예시

[그림 8]과 같이 Semantic3D 데이터셋은 약 4억 개 이상의 포인트로 구성된 대규모의 

3D 포인트 클라우드 데이터 셋입니다. 건물, 나무 등 총 8개의 클래스를 갖으며 같이 주로 

도시 환경에서의 데이터를 포함하고 있습니다.

그림 8   Semantic3D 데이터셋 예시
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[그림 9]와 같은 RELLIS-3D는 그림9에서 볼 수 있듯 자율주행에서 주로 사용되는 다른 

데이터셋들과는 다르게 농경지와 공원과 같은 비도심 환경에서 수집된 데이터 셋입니다. 

약 2억 개의 포인트로 구성되어 있으며 6,235 개의 이미지와 13,556 개의 LiDAR 스캔을 

포함합니다. 하늘, 잔디, 수풀, 진흙과 같은 20개의 클래스로 구성되어 있으며, 각 클래스

별 분포가 고르지 못하다는 한계점이 있습니다.

그림 9   RELLIS-3D 데이터셋 예시

[그림 10]의 Waymo Open 데이터셋은 Waymo에서 자율주행 자동차에서 수집한 센서에

서 얻은 포인트 클라우드 데이터입니다. 다른 데이터셋과는 다르게 1개의 중거리 LiDAR, 

4개의 단거리 LiDAR를 활용하여 수집한 데이터셋을 제공합니다. 다양한 날씨, 번개 같은 

조건이 적용되어 있다는 것이 특징입니다.

그림 10   Waymo Open 데이터셋 예시
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Ⅴ. 주행가능 영역에서의 LiDAR 인지 기술

위와 같은 데이터셋을 활용하여 주행가능 영역 판별을 위한 semantic segmentation에서

의 포인트 클라우드를 처리하는 방법에 기반하여 설명 드리겠습니다.

1. Point-wise method

먼저 SemanticKITTI 데이터셋을 이용한 KPConv[24]은 포인트 클라우드를 처리함에 있

어서 grid나 mlp 방식을 사용하지 않고 변환 없이 그대로 convolution을 적용한 모델입니

다. 기존의 이미지 기반 convolution와 비슷하지만 kernel pixels 대신에 구 형태의 kernel 

points 집합을 정의하여 특정 weight가 부여될 영역을 정의하는 방식을 사용합니다. Rigid 

KPConv와 Deformable KPConv로 나눌 수 있으며, Deformable KPConv는 각 convolution 

위치에 따라 다른 shifts를 생성하게 되는데, 이를 통해 input 포인트 클라우드의 서로 다

른 영역에 대해서 kernel 모양도 그에 맞게 형성될 수 있게 됩니다.

포인트 클라우드를 담는 kernel을 최적화시키기 위해 KPConv는 K-Nearest Neighbors

방식이 아닌 ERF(Effective Receptive Field)방식을 사용합니다. ERF 방식을 통해 입력으

로 들어오는 포인트 클라우드의 순서에 관계없이 동일한 결과를 낼 수 있도록 하며, 지역

적인 특징을 더욱 잘 잡아낼 수 있습니다. KNN에 비해 균일하지 않은 데이터에 강하기에 

다양한 밀도를 가지는 원본 포인트 클라우드를 그대로 사용하면서도 효과적인 결과를 낼 

수 있습니다. 

그림 11   KPConv에서의 구형 kernel
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[그림 11]은 KPConv에서 사용하는 구 모양의 kernel 개념을 시각적으로 표현한 그림입

니다. 특정 구 kernel을 기준으로 weight가 부여되는 것을 볼 수 있으며, 이를 통해 효과

적으로 포인트 클라우드로 이루어진 데이터셋을 표현하는 것을 확인할 수 있습니다.

Rigid KPConv는 object classification이나, 작은 segmentation 데이터셋 같은 심플한 

작업에서 우수한 성능을 보이며, Deformable KPConv는 더 다양하고 많은 물체에 대해 적

용되어야 하는 큰 segmentation 데이터셋과 같은 보다 복잡한 작업에서 뿐 아니라 적은 

수의 kernel points만이 존재할 때도 우수한 성능을 보였습니다. 이렇듯 KPConv는 포인트 

클라우드를 활용할 수 있는 다양한 접근 방식에 도전하였으며 그 결과, 포인트 클라우드를 

이용한 semantic segmentation에서 우수한 성능을 보였습니다.

2. Range image method

다음으로 LU-Net[25]은 2D range image의 각 픽셀 별 이웃한 픽셀을 활용하여 3D 

feature를 추출해내고 추출된 결과를 기반으로 U-net[26]에 적용하여 보다 효과적인 

range image 의미론적 분할을 수행합니다. LiDAR 스캔 방식은 일정한 패턴을 가지기 때

문에 각 점의 특정 각도와 거리를 이용하여 2D 이미지 상의 위치를 결정할 수 있습니다. 

[그림 12]의 (a)에 해당하는 포인트 클라우드가 해당 과정을 거쳤을 때 (b)와 같은 형태로 

변할 수 있는 것입니다. 해당 방식 외에도 range image를 제작하는 방식은 더 있지만 

LU-Net에서는 위와 같은 방법을 활용합니다.

그림 12   LU-Net에서의 3D 포인트 클라우드 - range image 변환

그러나 이는 기존의 U-net의 input으로 사용하기 적절하지 않기에 x, y, z좌표에 대해 

한 픽셀과 그 주변의 8개 픽셀들에 대해 reflectance값과 병합하여 한 번 더 MLP 레이어
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를 거치게 됩니다. 이를 통해 x, y, z 좌표의 특성을 놓치지 않고 U-net의 input으로 활

용할 수 있습니다. [그림 13]는 해당 방법론을 전체적으로 표현하고 그 결과를 보입니다.

그림 13   LU-Net 전체 구조 및 결과

3. Multi-modal

각 방식들이 가지고 있는 장점들은 최대한 활용하고, 단점들은 보완하기 위해 하나의 입

력만 사용하지 않고 여러 개의 입력 형태를 갖는 모델도 있습니다. RPVNet[27]은 명확한 

위치 정보를 갖지만 sparse한 특징을 갖는 포인트 클라우드, 규칙적이지만 sparse하고 해

상도에 따라 계산량도 크게 증가하는 voxel, 그리고 규칙적이고 밀도가 높지만 투영 과정

에서 물리적인 왜곡이 일어나는 range image를 모두 입력 정보로 사용합니다. 이를 위해 

세 가지 특징을 병합할 수 있는 게이트 퓨전 모듈을 제안하는 방법이 있습니다. [그림 14]

와 같이 각각의 입력들은 유사한 Unet 형태의 구조를 공유하여 다중 상호작용을 갖는 3개

의 브랜치 네트워크를 갖습니다.
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그림 14  RPVNet 전체 구조

Point cloud는 이와 같이 특정한 절차를 거쳐 기존의 이미지를 활용한 딥러닝 또한 그대

로 적용할 수 있으며, 이는 대용량의 포인트 클라우드 데이터를 보다 더 빠르게 처리할 수 

있는 방법 중 한가지로 주목받고 있습니다.

물론 해당 방식들 외에도 많은 방식들이 연구되고 있으며 이러한 딥러닝 모델들의 발전

으로 주행 환경에서의 보다 빠르고 정교한 semantic segmentation 을 가능하게 하고 있습

니다. 이로 인해 자율주행 분야에서의 주행 가능 영역 판별에도 큰 변화가 생기고 있음을 

느낄 수 있습니다.

이러한 딥러닝 모델들의 발전으로 주행 환경에서의 보다 빠르고 정교한 semantic 

segmentation을 가능하게 하고 있습니다. 이로 인해 자율주행 분야에서의 주행 가능 영역 

판별에도 큰 변화가 생기고 있음을 느낄 수 있습니다.

Ⅵ. 결 론

자율주행 분야에서의 딥러닝 기술과 고차원 센서 데이터의 활용은 주행 가능 영역의 판

별에 큰 변화를 가져왔습니다. 그 중에서도 현재 많은 주목을 받고 있는 Point cloud에 대

하여 Raw Point cloud, 2D range image와 같은 형태의 데이터 활용 방식을 중심으로 다
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양한 주행가능영역 판별 기술들이 연구되고 있습니다. 이러한 기술들은 차선, 장애물 등을 

정확하게 감지하고 주행 가능 영역을 판별하는 데 큰 도움을 제공하며, 자율주행 차량의 

안전성과 성능 향상에 기여하고 있습니다. 특히, 포인트 클라우드와 같은 3D 정보는 카메

라로부터 얻은 2D 이미지만으로는 파악하기 어려운 공간 정보를 제공하여 인공지능의 인지 

능력을 향상시킵니다. 따라서, 포인트 클라우드를 활용한 딥러닝 기반의 자율주행 기술은 

앞으로도 지속적인 연구와 발전이 필요하며, 이를 통해 자율주행 분야에서의 더욱 정확하

고 안전한 주행이 가능해질 것으로 기대됩니다.
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